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Özet – Bitki ilaç, tarım başta olmak üzere çevre, endüstriyel ve ekolojik alanlarda önemli bir rol 
oynamaktadır. Son yıllarda kentsel gelişim ve çevresel tahribat neticesinde küresel ısınma ve 
biyoçeşitlilik kaybı yaşanmaktadır. Küresel ısınma neticesinde ozon tabakasının incelmesinden çok 
sayıda bitki türünün ölmesine kadar çok çeşitli olumsuz vaka meydana gelmektedir. Ozon tabakasının 
incelmesi nasıl insanların zararlı güneş ışınlarını doğrudan görmesine neden olabiliyorsa aynı şekilde 
bitki türlerinin yok olması ile de farklı zararlar oluşmaktadır. Belirtilen nedenlerden dolayı doğa ile insan 
hayatı birbiri ile doğrudan ilişkilidir. Bu ilişkiyi koruyabilmek için insanlığa faydalı bitki türlerinin 
korunması gerekmektedir. İnsanlara faydalı bitki türlerini korumanın başlangıç adımı bitkileri tanımaktır.  
Yeryüzünde isimlendirilmiş ya da isimlendirilmemiş binlerce bitki türü bulunmaktadır. Bu kadar bilgi 
çeşidini kategorize ederek sınıflandırmak da büyük bir bilgi işlem gücü istemektedir. Bitkiye ait çiçeği, 
kabuğu, meyvesi ve tohumu gibi ayırt edici öznitelikleri kullanılarak sınıflandırma yapılabileceği gibi 
yaprak özniteliği kullanarak da sınıflandırma yapılabilir. Bitkiyi yaprak tabanlı olarak sınıflandırma 
yapmak için öznitelik çıkarma tabanlı, seyrek temsili, alt uzay öğrenme tabanlı yöntemler bulunmaktadır. 
Ancak bu çalışmada son zamanlarda herhangi bir ön işleme dahi uygulamadan sınıflandırma görevlerinde 
güçlü bir yapı sağlayan derin öğrenme tabanlı yöntemler tercih edilmiştir. Bu çalışma kapsamında 
MobileNet V2 mimarisini temel alarak transfer öğrenme tabanlı bir derin öğrenme modeli önerilmiştir. 
Önerilen yapı, temel MobileNet V2 modeli ile performans ölçümleri ile karşılaştırılmıştır.  
  
Anahtar Kelimeler – Yapay zeka, derin öğrenme, transfer öğrenme, MobileNet V2, bitki türleri 
I. GİRİŞ 

Bitki türlerinin korunması, tıp biliminden günlük 
yaşama, endüstriyel büyümeden çevre korumaya 
kadar çok farklı alanlarda gereklidir. İnsanların 
yaşam döngüsünün üretim odaklı devam 
edebilmesi için bitki türlerinin hayatlarını devam 
ettirmesi gerekmektedir. Çünkü bitkiler her şeyin 
de ötesinde yeryüzündeki karbondioksit ve oksijen 
dengesini koruma görevi görmektedir. Yapay zeka 
destekli olarak derin öğrenme tabanlı modeller ile 
otomatik bitki türlerinin tanınması, botanik 
bahçeleri, bitki taksonomisi, doğal rezervler ve 
yeni bitki türlerinin keşfinde büyük önem 
taşımaktadır. 

İnsan ve hayvanların tedavisinde kullanılan 
ilaçların yarısından fazlası doğrudan bitkilerin 
sentezi sonucunda elde edilmektedir [1]. Bunların 
yanı sıra bitkiler, erozyonun engellenmesinden su 

ve toprağın korunmasına kadar iklimi iyileştiren 
birçok konuda hayati öneme sahiptir [2], [3]. 
Ancak son zamanlarda artış gösteren hızlı kentsel 
gelişme ve sanayileşmenin yanı sıra küresel ısınma 
ve aşırı tarımsal ilaçlama neticesinde çok ciddi 
çevre zararları ve kirliliği oluşmuştur. Bunların 
neticesinde ise insanların gözü doymayan 
hedeflerine ulaşabilmek için çevreyi kirlettiği, 
bitkilerin tür kaybı ve insan hariç canlıların 
ekolojik tahribatının gerçekleştiği görülmektedir. 
Alan vd. yeryüzünde tanınan 250.000 bitkiden 
yaklaşık olarak 34.000 tanesinin yok olma eşiğinde 
olduğunu bildirmektedir [4]. Ekolojik tahribatın 
verdiği zarar içinde bulunduğumuz yüz yılın 
ortalarına doğru yeryüzündeki türlerin %15-17 
arasındakinin yok olacağını bildirmektedir [5]. 
Yeryüzünde yaşayan bitki canlı türlerinin yok 
olması ise arazi çölleşmesi, heyelan artışları, ani 
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sel felaketleri, iklim değişiklikleri gibi insan ve 
yaşadığı ortam üzerinde hayati sonuçları olacaktır 
[6]. Bitki canlılarında ekosistem üzerinde yok olma 
olayı bir komşu bitkinin de tür kaybı ile 
sonuçlanmasına sebep olabilmektedir. İşte bu 
yönde gelen kanıtlar üzerine azalan biyoçeşitlilik 
neticesinde ekosistemler işlevlerini 
değiştirmektedir [7]. Belirtilen sebeplerden dolayı 
bitki türlerini etkili bir şekilde çevresel zararlardan 
korumak gerekmektedir. Bu anlamda ilk yapılması 
gereken bitki türlerini tanımaktır. Bunun için de 
tarımsal bilgilendirmeden ziyade bitki türlerini 
sınıflandırmak gerekmektedir. Ancak 270.000’den 
fazla bitki türünün olduğu varsayıldığında temel 
bitkilerden başlamak gerekmektedir [1]. Her alanda 
olduğu gibi bitki türlerini belirlemede uzmanlar 
dışında tür belirlemek zor bir görevdir. Yapay zeka 
destekli olarak bitki tür sınıflarının belirlenmesi 
önemlidir. Bilgisayar görü alanında bitki türlerinin 
otomatik tanımlanması zor bir görev olarak 
tanımlanmaktadır [8]–[10]. Otomatik bitki tür 
belirlemesi medikal alanda araştırma yapan 
araştırmacılar ile birlikte birçok sektöre fayda 
getirmektedir [11]. 

Bilgisayar görü, doğal dil işleme, derin öğrenme 
algoritmalarının ilerlemesini sağlayan yazılım ve 
donanım mimarilerinin gelişmesiyle birlikte bitki 
türlerini tanımak ve sınıflandırmak mümkün hale 
gelmiştir [12]–[15]. Bitki türlerini otomatik olarak 
tanımlamak, sınıflandırmak, anlamak ve yönetmek 
için yapay zeka tabanlı algoritmalardan destek 
alınabilir. Literatür incelendiğinde bitki türlerinin 
bitkiye ait çeşitli organlar vasıtasıyla otomatik 
tanıma ve sınıflandırma yapıldığı görülmektedir 
[16]–[18]. Bitkiye ait yaprak organının çiçek, kök, 
gövde, kabuk, meyve ve tohum gibi organlarına 
göre şekil ve yapı açısından sabit olduğu 
görülmektedir. Yapraklar genel olarak bol 
bulunmakla birlikte çiçek sadece belirli bir 
dönemde değişkenlik gösteren formlarda 
görünmektedir. Kökler ise toprağın altında 
olmasından dolayı kolaylıkla erişilemediği gibi 
topraktan temizlenerek tanınması daha doğru 
olacaktır. Kökleri tanıma organı olarak belirlemek 
için binlerce kök görüntüsünü yakalamak 
gerekmektedir. Bu durumda hem bitkiye zarar 
verebilir hem de çok fazla zaman alabilir. Belirtilen 
sebeplerden dolayı hem gövde üstünde durması 
hem de bol olması gibi sebeplerden dolayı 
yapraklar bitki türü tanıma ve sınıflandırmada 
kullanılmaktadır. Herhangi bir botanik bilgide 
uzman olmaya gerek kalmadan yaprak temelli 

olarak bitki türlerinin yapay zeka destekli olarak 
otomatik tanımlaması ve sınıflandırılması botanik 
tekniklerine göre avantajlıdır [19].   

Bitkileri tanımak için kullanılan yapraklara ait 
renk özellikleri sürekli değişmekle birlikte şekil 
yapısı değişmemektedir. Renk özelliği her bir 
mevsimde farklı bir özelliğe bürünmektedir. Bitki 
yapraklarına ait şekil özellikleri ise doğada oldukça 
kararlıdır [1]. Yeryüzünde bulunan bitkilerin her 
birinin farklı yaprak şekline sahip olması bitki 
tanıma ve sınıflandırma da önemli bir temeldir 
[20]–[22]. İnsanların parmak izleri gibi her türe ait 
yaprak damar yapısı da sabittir.  Ancak farklı her 
bir bitki türünün yaprak yapısı farklılık 
göstermektedir [20]. Zhang-Qui vd. yapraklara ait 
şekil, doku, uç ve yaprak tabanının bitki 
yapraklarında farklılık içerdiğini bildirmektedir 
[20].  

Farabet vd. farklı veri setleri üzerinde bitki doku, 
şekil ve bağlamsal bilgiyi kullanarak bitki tür 
sınıflandırması yapmaktadır [23]. Gri seviye 
oluşum matrisleri olmak üzere yerel ikili desen gibi 
farklı istatistiksel yöntemler kullanarak bitki 
türlerinin analiz edildiği görülmektedir [24]–[26]. 
Singh vd. SVM, sinir ağları ve fourier momentleri 
kullanarak bitki türlerini sınıflandırmıştır [27]. 
Literatürde var olan klasik makine öğrenme 
yöntemlerine ek olarak bu makalede teknik ve 
model olarak kullanılan derin öğrenme tabanlı 
modeller ile de bitki tür sınıflandırması yapan 
çalışmalar incelenmiştir. Dyrmann vd. fide türlerini 
sınıflandırmak için Konvolüsyon Sinir Ağı (CNN) 
tabanlı bir yöntem öne sürmektedir [28]. Belirtilen 
çalışmada renkli görüntülü bitki yaprakları 
kullanarak CNN ile bitki sınıflandırması 
yapmaktadır.  Bu sınıflandırmadan %86.2 
değerinde bir sınıflandırma doğruluğuna ulaşmıştır.  

Bu makalede, botanikçilere yardımcı olmak, el 
ile manuel olarak bitki türleri incelemenin önüne 
geçmek amacıyla bir temel bitki yaprak 
sınıflandırma sistemi önerilmiştir. Aynı zamanda, 
önerilen sistem, bitki ilaçlama gibi farklı tarımsal 
amaçlar için kullanılan otonom cihazların otomatik 
yönlendirilmesine de katkı sağlayacaktır. Önerilen 
sistem, bitki türlerine ait yaprak özelliklerini 
kullanarak 5 farklı bitki türünün sınıflandırılmasını 
sağlamaktadır.  

Çalışmanın bu adımından sonraki kısımları üç 
bölümden oluşmaktadır. İkinci bölümde çalışma 
kapsamında kullanılacak veri seti ayrıntılı olarak 
detaylandırılmıştır. Üçüncü bölümde ise çalışma 
sonucunda elde edilen araştırma bulguları 
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sunulmuştur. Dördüncü bölüm olan son bölümde 
ise çalışma elde edilen neticeler ile 
sonuçlandırılmıştır.  

 

II. MATERYAL VE YÖNTEM 
Yatay kaydırma, döndürme, yatay çevirme ve 

dikey kaydırma veri çoğaltma teknikleri kullanarak 
mısır, buğday, hint keneviri, pirinç ve şeker kamışı 

bitkilerine ait toplam 804 adet görüntü elde 
edilmiştir. Şekil 1’de gösterilen bitki türlerinin her 
birinden buğday hariç 160 adet bitki görüntüsü 
bulunmaktadır. Buğday bitkisinden ise 164 adet 
bitki görüntü örneği bulunmaktadır. Bu 
görüntülerin %20’si test eğitimde kullanılacak 
şekilde deneysel çalışmalar gerçekleştirilmiştir.  

 
Şekil 1. Veri setindeki bitki tür örnekleri 

 
 

A. MobileNet V2 
MobileNet V2, mobil cihazlarda kullanılabilen 

hafif bir model olmasından dolayı yoğun olarak 
kullanılmaktadır [29]. Taşınabilir cihazlar 
içerisindeki yapay zeka ve bilgisayar görü tabanlı 
uygulamaların geliştirilebilmesi için geliştirilen bir 
mimaridir. MobileNet V2 mimarisi DWC adı 
verilen derinlemesine ayrılabilir konvolüsyon 
yapısı kullanmaktadır. Derinlemesine konvolüsyon 
(DC) adı verilen yapının haricinde DWC 1x1 
boyutlarında ek bir filtreleme uygulamaktadır. 
MobileNet mimarisinin MobileNet V1 

versiyonundan sonra geliştirilen mimarisi olan 
MobileNet V2, ilk versiyona göre ağırlık sayısı 
azaltılmış bir mimaridir. DWC yapısının DC yapısı 
haricinde gerçekleştirdiği 1x1 boyutlarındaki 
filtrelemeye noktasal konvolüsyon denilmektedir. 
MobileNet V2 noktasal konvolüsyona izin vererek 
ilk versiyona göre performansı artırmaktadır. 
MobileNet V2 mimarisini tanımlayan blok 
diyagramı t, c, n ve s parametreleri ile birlikte Şekil 
2’de sunulmuştur. Bu t, c, n ve s parametreleri 
sırasıyla genişleme değeri, çıkış kanal sayısı ve 
atlama değerlerini göstermektedir. 

 

 
Şekil 2. MobileNetV2 modeli [29] 
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Şekil 3. Bitki türlerini sınıflandırmak için önerilen MobileNet V2 tabanlı derin öğrenme modeli 

 
Şekil 3’te 12 adımdan oluşan bitki türlerini 

sınıflandırma modeli görülmektedir. Bu modelin 
her bir adımı bir araya gelerek önerilen model 
oluşturulmuştur. Birinci adımda 224x224 
boyutlarında renkli görüntüye sahip yaprak 
görüntüleri girdi olarak sunulmuştur. İkinci adımda 
ise belirtilen renk kanalı ve görüntü boyutuna göre 
transfer öğrenme için yapılandırılan MobileNet V2 
katmanına girdi sunulmuştur. Üçüncü adımda 0.9 
oranında nöron bırakma gerçekleştiren unutma 
katmanı uygulanmıştır. Dördüncü adımda ise 
katmanlar arasındaki girdileri düzenleme 
gerçekleştiren toplu normalleştirme 
gerçekleştirilmiştir.  

Beşinci adımda maksimum havuzlama 
gerçekleştirilerek elde edilen özniteliklerin en 
değerli olanları seçilmiştir. Altıncı adımda ise yine 
katmanlar arasındaki girdileri düzenleme 
gerçekleştiren toplu normalleştirme 
gerçekleştirilmiştir. Yedinci adımda ise 1000 
nöronlu ReLU aktivasyon fonksiyonlu bağlantı 
katmanı uygulanmıştır. Sekizinci adımda ise tekrar 
0.9 oranında bırakma katmanı uygulanmıştır. 
Dokuzuncu adımda ise 256 nöronlu ReLU 

aktivasyon fonksiyonuna sahip bağlantı katmanı 
uygulanmıştır. Onuncu adımda ise tüm katmanlar 
arasındaki bağlantıyı sağlanarak sınıf katmanı ile 
bağlantı sağlayan tam bağlantı katmanı 
uygulanmıştır. On birinci adımda ise softmax 
aktivasyon fonksiyonuna sahip sınıflandırma 
katmanı uygulanmıştır. Son katmanda ise tahmin 
edilen etiket belirlenmiştir. 

III. BULGULAR 
Belirtilen özelliklere sahip önerilen modelin 

başarı performansını ölçebilmek için adım sayısı 
30 iterasyonlu olacak şekilde 1e-3 öğrenme oranı 
ile Adam optimizasyon yöntemi kullanılmıştır. 
Parça sayısı tüm örneklerde 16 olarak 
belirlenmiştir. Bu çalışmada bulgularda 
araştırdığımız temel nokta önerilen modelin, temel 
MobileNet V2 modeline yüzde olarak eğitim ve 
test grafiklerinde ne kadar etkisi olduğunun ortaya 
çıkartılmasıdır. Şekil 4’te verilen eğitim 
performans grafiğine göre önerilen MobileNet V2 
modeli, temel MobileNet V2 modeline göre %13 
puan fark atmıştır. Önerilen model %96.26 başarı 
oranına ulaşırken, temel model %83.20 başarı 
oranına ulaşmıştır. 
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Şekil 4. Temel ve önerilen MobileNet V2 modellerinin eğitim doğruluk grafiği 

 
Şekil 5’te ise eğitim grafiklerinde elde edilen 

doğrulukların kayıp grafikleri sunulmuştur. 
Önerilen modelin kayıp grafiği %11.15 seviyesinde 
iken temel modelin kayıp değeri %61.76 
seviyesindedir. Temel model %50 seviyesinde 
fazla kayıp vermekte olduğu görülmektedir.  

 Şekil 6’da ise temel ve önerilen MobileNet V2 
modellerinin test doğruluk grafikleri 
görülmektedir. Bu grafiğe göre ise önerilen 
model %98.75 başarı oranına ulaşırken, temel 
model %72.67 başarı oranında kalmıştır. Her iki 
model arasında yaklaşık olarak %26 oranında 
başarı farkı bulunmaktadır.  

 
Şekil 5. Temel ve önerilen MobileNet V2 modellerinin eğitim kayıp grafiği 

 
Şekil 7’de ise temel ve önerilen modellerinin test 

kayıp grafikleri gösterilmektedir. Önerilen modelin 
kayıp değeri %0.03 iken, temel modelin kayıp 
değeri %0.74 seviyesindedir. Belirtilen performans 

ölçütlerinde her iki model karşılaştırma yapılmıştır. 
Yapılan karşılaştırmalar neticesinde önerilen 
modelin performansı tatmin edici seviyededir.  
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Şekil 6. Temel ve önerilen MobileNet V2 modellerinin test doğruluk grafiği 

 

 
Şekil 7. Temel ve önerilen MobileNet V2 modellerinin test kayıp grafiği 

 
 
 

IV. SONUÇLAR 
Farklı bitki türlerinin otomatik olarak 

sınıflandırılması çok farklı amaçlar için 
kullanılabilmektedir. Bu amaçla iki farklı model 
kullanılmıştır. Birincisinde 12 adımdan oluşan bir 
MobileNet V2 tabanlı bir model önerilmiştir. 
Diğerinde ise temel MobileNet V2 modeli 
özelliklerine sahip bir model kullanılmıştır. 
Önerilen ve temel modelin eğitim ve test 
doğruluk/kayıp grafikleri karşılaştırmalı olarak 
sunulmuştur. Sunulan bu veriler üzerinden önerilen 
modelin temel modele göre eğitim 
doğruluğunda %13, test doğruluğunda %26 fark 
verdiği görülmektedir. 

Belirtilen performans ölçütleri içerisinde ilaç, 
tarım başta olmak üzere endüstriyel ve ekolojik 
alanlarda önemli rol oynayan bitkilere ait yaprak 

öznitelikleri yüksek doğrulukla sınıflandırılmıştır. 
Bu çalışma ile insanlara faydalı bitki türlerini 
korumanın başlangıç adımı olan bitki tanıma ve 
sınıflandırma işlemi derin öğrenme tabanlı bir 
yöntem ile gerçekleştirilmiştir. 
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